
I. 서  론

음성감정인식은 주어진 사람의 음성으로부터 화

자의 감정 상태를 추정하는 기술로, 고객 응대, 인공

지능 비서, 헬스케어 등 다양한 분야에서 유용하게 

사용될 수 있다. 그러나 음성인식, 화자인식 등 다른 

음성신호기반 기술들이 심층신경망의 발전과 함께 

비약적인 발전을 이룬 것에 비해 음성감정인식에는 

여전히 어려운 문제가 많이 남아 있는데, 훈련을 위

한 감정 레이블링된 음성 데이터의 부족이 주요 원

인으로 여겨진다. 음성인식을 위한 텍스트 레이블이

나 화자인식을 위한 화자 레이블과 달리 감정 레이

블은 평가자의 주관적 기준에 따라 큰 차이가 발생

할 수 있어 전문가의 판단을 필요로 한다. 또한 자연

스러운 감정 음성은 개인적인 내용을 담고 있는 경

우가 많아 공개가 어렵고, 전문 성우의 연기를 통해 
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초    록: 음성감정인식을 위한 훈련 데이터는 감정 레이블링의 어려움으로 인해 충분히 확보하기 어렵다. 본 논문에서
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한다. 또한 음성인식과의 다중작업학습을 통해 별도의 디코딩 없이 문맥 정보를 활용하는 방법을 제안한다. 

IEMOCAP 데이터 셋을 이용한 음성감정인식 실험을 통해, 가중정확도 70.6 % 및 비가중정확도 71.6 %를 달성하여, 

제안된 방법이 음성감정인식 성능 향상에 효과가 있음을 보여준다.
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수집되는 경우가 많아 데이터를 충분히 확보하기 어

렵다. 

응용 분야에 따라 여러 형태의 감정인식 모델이 

존재하나, 여기서는 입력된 문장 단위 발화를 사전

에 정의된 감정 범주 중 한 가지로 분류하는 모델에 

대해 살펴보도록 한다. 전통적인 방법은 프레임 에

너지, Mel-Frequency Cepstral Coefficient(MFCC), 기본 

주파수 등 저수준 특징 통계값을 입력으로 Support 

Vector Machine(SVM)과 같은 머신러닝 기반 분류 모

델을 통해 구현되었다.[1] 그러나 심층 신경망의 발

전과 함께 전통적 시스템의 여러 부분들을 신경망 

기반 모델로 대체하는 연구들이 진행되었다. 먼저 

기존의 전통적 머신러닝 기반 분류 모델을 심층 신

경망으로 대체하는 시도가 성공적인 결과를 보여주

었다.[2] 또한 여러 저수준 특징의 조합 대신 스펙트

럼 특징을 단일 입력으로 하고, Convolutional Neural 

Networks(CNN), Recurrent Neural Network(RNN) 등의 

모델을 통해 신경망 내부에서 특징을 추출하는 방

법들이 연구되었다.[3] 마지막으로 발화를 구성하는 

프레임 사이 단순 통계값 대신 어텐션 메커니즘을 

통해 감정인식에 유용한 프레임에 더 높은 가중치

를 부여한 뒤 최종 분류를 수행하는 방법들도 제안

되었다.[4]

신경망 기반 모델이 음성감정인식에 성공적으로 

적용되면서, 부족한 훈련 데이터를 보완하기 위한 

방법들이 함께 연구되었다. 먼저 모델이 감정 범주

와 성별, 자연스러움 등의 보조 레이블을 함께 예측

하도록 하는 다중작업학습 방법이 시도되었다.[5] 이

와 같은 연구에서는 보조 과제를 통해 모델이 보다 다

양한 특징을 추출하고, 특정 방향으로 과적합 되는 

것을 방지하고자 하였다. 한편 음성 신호 뿐만 아니

라 그에 해당하는 텍스트를 함께 입력으로 사용하는 

바이모달 접근법도 많이 연구되었다.[6] 별도의 데이

터 수집이 필요한 다른 데이터와 달리, 텍스트 데이

터는 주어진 음성으로부터 자동 음성 인식(Automatic 

Speech Recognition, ASR)을 통해 얻을 수 있다. 사람

의 감정의 많은 부분이 음성 신호 뿐만 아니라, 어휘

나 문맥으로부터 추정할 수 있기 때문에 텍스트 입

력을 이용한 시도는 성공적인 결과를 보여주었다. 

그러나 음성인식 오류가 발생하는 경우 감정인식 결

과에 부정적인 영향을 미치는 한계가 존재한다. 최

근 연구에서는 감정인식이 아닌 다른 작업을 통해 

모델을 사전훈련하고, 음성감정인식에 대해 미세조

정하는 전이학습 방법을 통해 모델 훈련에 사용되는 

전체 데이터의 양을 늘리는 접근이 시도되고 있다.[7]

한편 자연어 처리, 음성 인식 등 여러 분야에서 트

랜스포머[8] 모델과 전이학습을 활용한 연구가 뛰어

난 성과를 보여주었다.[9,10] 특히 자연어 처리 분야에

서는 Bidirectional Encoder Representations from Trans-

formers (BERT)[9]로 대표되는 언어 모델을 통한 사전

훈련 방식이 널리 활용되고 있다. BERT는 입력 시퀀

스에서 마스킹 된 토큰을 추정하는 언어 모델과 두 

문장의 연결이 자연스러운지 판단하는 두 가지 과제

를 동시에 해결하도록 사전훈련된다. 두 문제를 동

시에 풀기 위해 훈련 가능한 파라미터로 구성된 임

베딩 벡터를 추가하고 어텐션 메커니즘을 통해 시퀀

스 전체의 특성을 모으도록 한다. BERT는 증강된 출

력을 각각의 문제에 대해 분리하여 시퀀스 전체를 

다루는 문제와 각각의 시점에 관한 문제를 동시에 

다룰 수 있게 하였다.

본 논문에서는 트랜스포머 모델을 기반으로 전이

학습과 다중작업학습을 함께 적용하여 음성감정인

식 성능을 향상시키는 방법을 제안한다. 우선 트랜

스포머 모델을 종단간 음성 인식으로 사전훈련하고, 

감정인식을 통해 미세조정하는 방법으로 전체 훈련 

데이터의 수를 늘린다. 미세조정 시 BERT와 유사하

게 임베딩 벡터를 도입하여 감정인식을 수행하도록

하여, 감정인식과 음성인식을 동시에 수행할 수 있

는 구조로 만든다. 다중작업학습을 통해 모델을 미

세조정하면 별도의 디코딩 없이 모델 내부에서 문맥 

정보가 반영되는 것을 기대할 수 있다. 제안한 모델

의 감정인식 훈련 및 성능 평가를 위해 IEMOCAP,[11] 

종단간 음성인식 사전훈련을 위해 LibriSpeech[12] 데

이터 셋을 사용하였다. 감정인식 성능 평가 결과 감

정인식 가중정확도 70.6 % 및 비가중정확도 71.6 %

를 달성하여, 종단간 음성인식을 이용한 전이학습 

및 다중작업학습 방법이 감정인식 모델의 성능을 개

선하는 것을 확인하였다.
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II. 신경망 구조 

2.1 트랜스포머(Transformer)

트랜스포머는 어텐션 메커니즘을 통해 순차적 데

이터를 병렬로 처리할 수 있도록 설계된 신경망 모델

이다. RNN처럼 각 시점의 출력을 얻기 위해 이전 단

계의 출력을 이용하는 대신, 전체 입력 시퀀스로부터 

현재 시점의 입력과 관련된 정보를 수집한다. Fig. 1

은 트랜스포머의 구조를 나타내는데, 그림의 좌측은 

인코더, 우측은 디코더를 나타낸다. 본 연구에서는 

디코더는 제외하고 인코더로만 구성된 트랜스포머

를 사용하였다. 트랜스포머 인코더는 동일한 구조의 

블록을 쌓아서 만들어진다. 트랜스포머 인코더 블록

은 멀티 헤드 어텐션 레이어와 순방향 레이어의 순차

적인 연결로 구성된다. 각 레이어의 입력과 출력 사

이에는 잔류 연결이 적용되는데, 즉 레이어의 출력 

시퀀스에 입력 시퀀스가 더해지고 여기에 레이어 정

규화를 거친 결과가 다음 레이어로 전달된다. 잔류 

연결을 활용하기 위해 각 레이어의 입력과 출력 시퀀

스의 벡터는 모두 동일한 차원으로 설정된다.

멀티 헤드 어텐션 레이어는 전체 입력 시퀀스로부

터 현재 시점의 데이터와 연관성이 높은 정보를 모

으는 트랜스포머의 핵심 역할을 수행한다. 우선 각 

입력 벡터는 투사 레이어를 통해 쿼리, 키, 그리고 밸

류라 불리는 벡터들로 변환되는데, 각각의 벡터는 

지정된 헤드의 수만큼 만들어진다. 각 헤드에 대해 

투사 레이어가 독립적으로 존재하므로 모든 쿼리, 

키 밸류는 서로 다른 벡터로 변환된다. 어텐션 메커

니즘은 각 헤드마다 쿼리, 키, 밸류를 통해 독립적으

로 수행된다. 트랜스포머 인코더의 어텐션 매커니즘

은 해당 시점의 쿼리와 시퀀스의 모든 키, 밸류 벡터

를 통해 다음과 같은 방법으로 출력을 결정한다.

 





, (1)

 



j

exp

exp

, (2)

 


. (3)

이때 , , 는 각각  시점의 쿼리, 키, 밸류 벡터

이며, 는 이 벡터들의 차원을 나타낸다. 이를 통

해 각 헤드에서 독립적으로 입력 시퀀스의 모든 시

점 에 대한 를 구한다. 멀티 헤드 어텐션 레이어

의 최종 출력은 각 시점에서 모든 헤드의 출력을 연

결하는 것으로 완성된다. 이때 얻어지는 출력과 입

력의 차원이 동일하도록 쿼리, 키, 밸류의 차원이 

정해진다.

멀티 헤드 어텐션 레이어는 입력 시퀀스의 각 시

점 간 상호 작용을 통해 출력을 구하는 반면, 순방향 

레이어는 각 시점의 벡터에 대해 독립적으로 연산을 

수행한다. 입력 시퀀스의 모든 벡터는 동일한 선형 

레이어에 의해 보다 높은 차원의 벡터로 변환된 후 

Rectified Linear Unit(ReLU) 활성함수가 적용되고, 또 

다른 선형 레이어에 의해 입력과 동일한 차원의 벡

터로 변형되어 다음 레이어로 전달된다.
Fig. 1. (Color available online) The transformer model 

architecture.[8]
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2.2 모델 구조

Fig. 2는 제안된 모델의 구조를 나타내며, 입력 특

징으로 로그 멜-스펙트로그램을 사용한다. 입력된 

특징은 우선 CNN을 이용한 서브샘플링 과정을 거치

게 된다. 서브샘플링 CNN을 구성하는 합성곱 레이

어들은 모든 영역에서 연산을 수행하는 대신, 합성

곱 연산 사이 일정한 간격을 두어 출력의 크기를 축

소하도록 만든다. 이를 통해 입력 특징의 인접한 정

보를 효율적으로 표현하고, 시퀀스의 길이를 축소하

여 트랜스포머에 요구되는 메모리 및 연산량을 줄일 

수 있다. 

서브샘플링 CNN의 출력은 투사 레이어를 통해 정

해진 입력 차원의 벡터 시퀀스로 변형된 후, 위치 임

베딩과 더해져 트랜스포머 인코더로 전달된다. 트랜

스포머의 멀티 헤드 어텐션 레이어에는 어떠한 마스

크도 적용 되지 않아 모든 시점에서 입력 시퀀스전

체를 참조할 수 있도록 설계되었다. 마지막으로 트

랜스포머의 출력 시퀀스를 선형 레이어와 소프트맥

스 레이어의 순차적 연결로 만들어진 분류 레이어로 

전달하여 음성인식 및 감정인식을 수행한다.

III. 신경망 훈련 방법

3.1 사전훈련

본 연구에서 제안하는 사전훈련 과정은 종단간 음성

인식 모델을 훈련하는 과정으로 볼 수 있다. 인코더-디

코더 모델,[13] RNN Transducer(RNN-T),[14] Connectionist 

Temporal Classification(CTC)[15] 등 여러 종단간 음성

인식 모델 구조 중, 여기서는 CTC를 사용하여 사전

훈련을 진행하였다. CTC는 공백 레이블을 도입하여 

레이블 시퀀스의 길이를 모델 출력 시퀀스와 동일하

게 만든다. 이때 모든 가능한 공백 레이블 배치를 고

려하여, 모델의 출력과 레이블 시퀀스 사이 가능한 

모든 정렬에 대해 손실 함수를 최소화 하도록 훈련

한다. CTC를 통해 별도의 디코더 네트워크 없이 인

코더 네트워크만으로 ASR 모델 훈련이 가능한데, 

이는 사전훈련과 미세조정 사이 공유하는 파라미터 

수를 최대화하여 효율적인 전이학습이 가능하도록 

한다.

CTC는 출력 시퀀스가 각 시점 사이 독립이라는 가

정 하에 동작한다. 즉 특정 시점의 출력을 전후 시점

의 출력과는 무관하게 입력 시퀀스만을 참조하여 결

정한다. 이러한 특징 때문에 종단간 음성인식 모델 

중 CTC는 외부 언어 모델이나 복잡한 디코딩 알고리

즘이 없이는 다른 방법들에 비해 낮은 성능을 보인

다. 그러나 여러 연구를 통해 인코더-디코더, RNN-T 

등 다른 종단간 음성인식 모델에서 CTC를 인코더의 

보조 손실 함수로 사용하는 경우 성능 향상에 도움

이 되는 것이 확인되었다.[16] 이러한 연구 결과들을 

바탕으로 CTC를 통한 훈련이 감정인식 성능 개선에

도 도움이 될 것이라는 가정을 통해 사전훈련 방식

으로 채택하였다. 

한편 종단간 음성인식 모델 훈련을 위한 텍스트 

레이블은 Byte Pair Encoding(BPE)를 통해 서브워드 

단위로 분절하여 훈련에 사용하였다. 종단간 음성인

식 모델은 일반적으로 문자 또는 서브워드를 레이블

의 단위로 사용한다. 서브워드를 사용할 경우 분류

의 범주가 증가함에 따라 요구되는 메모리 및 연산

량이 증가하나, 빠르게 발음되며 빈번하게 사용되는 

연속적인 문자열을 효율적으로 처리할 수 있는 장점

이 있다. 또한 모델이 빈번하게 사용되는 일부 단어

들을 직접 예측함을 통해, 디코딩 없이도 어휘에 대

한 정보가 감정인식에 보다 직접적으로 활용되는 것

을 기대할 수 있다.

Fig. 2. (Color available online) The proposed model 

architecture.
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3.2 미세조정

미세조정 단계에서는 감정 정보 수집을 위한 특수 

임베딩 벡터가 추가된다. 임베딩 벡터의 값은 신경

망을 통해 훈련 가능한 파라미터로 구성된다. 입력 

음성 특징이 여러 단계를 거쳐 트랜스포머의 입력으

로 전달되기 전, 입력 시퀀스의 가장 앞에 임베딩 벡

터가 연결된다. 사전훈련과 미세조정 단계에서 트랜

스포머의 입출력을 다음과 같이 정리 할 수 있다.

x xxxN , (4)

x xe
x

x
xN

, (5)

z zzzN , (6)

z zezzzN . (7)

x, z는 사전훈련 단계, x, z는 미세조정 단계에서 각

각 트랜스포머의 입력 및 출력 시퀀스를 나타낸다. 

는  시점의 입력 특징, 는  시점의 출력 특징이

며, 는 감정인식을 위한 임베딩 벡터, 는 그에 대

응하는 출력 벡터를 의미한다. 

설계 의도에 맞게 모델을 훈련하기 위해, 트랜스

포머 인코더의 출력 시퀀스 z를 와 z로 분리한다. 

이중 는 분류 레이어로 전달되어 감정 분류를 수

행하게 된다. 감정 분류는 일반적인 교차 엔트로피 

손실함수를 통해 훈련된다. 

다중작업학습을 위한 손실함수 은 감정 분류를 

위한 교차 엔트로피 와 종단간 ASR 훈련을 위한 

CTC 손실함수 의 가중합으로 나타낼 수 있다. 

 
 

yy . (8)

이때 은 감정인식을 위한 분류 레이어를 통과한 

 , 
y는 ASR을 위한 분류 레이어를 통과한 z를 나타

내며, 와 y는 각각 감정 레이블과 서브워드 단위로 

분절된 ASR 레이블을 의미한다. 두 손실 함수는 하

이퍼 파라미터 를 통해 균형이 조절된다.

IV. 실험 환경 및 결과

4.1 실험 데이터

사전훈련 단계에서 ASR 훈련을 위해 낭독체 영어 

음성으로 구성된 LibriSpeech 데이터셋의 전체 훈련 

데이터 약 970 h 분량을 모두 사용하였다. 음성 데이

터로부터 80차 로그 멜-스펙트로그램을 25 ms의 윈

도우 크기, 10 ms의 윈도우 간격으로 추출하고, 발화 

단위 평균 정규화를 적용하였다. SentencePiece[17]와 

훈련 데이터의 전사 텍스트를 이용하여 5000개의 서

브워드로 구성된 BPE 모델을 만들고, 이를 통해 레이

블을 생성하였다.

감정인식 모델 훈련 및 평가를 위해 IEMOCAP 데

이터셋을 사용하였다. 전체 데이터 중 기존 연구의 

방법에 따라 기쁨, 흥분, 슬픔, 분노, 중립의 다섯 범

주로 분류된 5531 발화를 훈련 및 평가에 사용하였

고, 이 중 흥분에 해당하는 데이터를 기쁨 범주에 포

함시켜 데이터를 네 개의 감정 범주로 정리하였다. 

훈련 데이터의 부족을 보완하기 위해 모든 실험은 5

겹 교차검증을 통해 진행하였다. 음성 특징은 사전

훈련과 동일한 방법으로 추출하였고, 서브워드 단위

의 텍스트 레이블은 사전훈련 단계에서 생성된 BPE 

모델을 통해 생성하였다.

4.2 실험 설정

제안한 모델은 크게 서브샘플링 CNN, 트랜스포머 

인코더, 둘 사이를 연결하는 투영 레이어, 그리고 출

력 생성하기 위한 분류 레이어로 구성된다. 우선 서

브샘플링 CNN은 출력 채널의 수가 512인 두 개의 합

성곱 신경망으로 구성되는데, 각각의 필터 크기가 3, 

5, 합성곱 사이 간격은 2, 3으로, 시간 및 주파수 축에 

대해 1/6로 크기가 축소된다. 투영 레이어는 서브샘

플링 CNN의 결과를 트랜스포머 입력 차원인 512로 

변환한다. 트랜스포머 인코더는 18개 블록의 연결로 

만들어진다. 각 블록은 8개 헤드를 가지며, 키, 쿼리, 

밸류 벡터의 차원이 64인 멀티 헤드 어텐션 레이어

와 은닉층의 차원이 2048인 순방향 레이어로 구성된

다. IEMOCAP 데이터에 대해 4개 범주의 감정이 정

의되었으므로, 감정인식을 위한 분류 레이어는 512 
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차원의 벡터를 입력으로, 4차원의 벡터를 출력으로 

한다. BPE 모델은 5000개의 서브워드로 정의되었으

므로, ASR을 위한 분류 레이어는 512차원의 벡터를 

입력으로, 5000차원의 벡터를 출력으로 한다. 

성능 비교를 위해 CNN-BLSTM-SA 기반 베이스라

인 모델을 훈련 및 평가하였다. 모델 구조는 크게 

CNN, Bidirectional Long Short-term Memory(BLSTM), 

Self Attention(SA), 그리고 분류 레이어로 구성된다. 

CNN은 128채널의 합성곱 신경망과 크기 3의 맥스 

풀링 레이어가 2번 반복되는 구조이다. 그 결과는 

128차원의 은닉 차원으로 구성된 BLSTM 레이어 2

개로 전달된다. BLSTM 레이어의 출력은 8개의 헤드

로 구성된 셀프 어텐션 모듈을 통해 단일 벡터로 변

환되고, 분류 레이어로 전달되어 감정 분류를 수행

한다. 모델의 입력은 80차 로그 멜-스펙트로그램으

로 트랜스포머 모델과 동일한 방법으로 추출되었고, 

훈련을 위해 교차 엔트로피 손실함수를 사용하였다.

모든 신경망 모델은 PyTorch[18]를 통해 구현되었으

며, 훈련을 위해 Adam 옵티마이저를 사용하였다. 트랜

스포머 모델의 사전훈련은 학습률 3e-4, 가중치 감쇠

율 1e-6, 배치 크기 64로 전체 훈련 데이터를 25회 반

복 훈련하였다. 트랜스포머 모델의 미세조정은 학습

률 1e-4, 가중치 감쇠율 1e-6, 배치 크기 32로 각 훈련 

데이터를 20회 반복 훈련하였다. CNN-BLSTM-SA 모

델은 학습률 1e-4, 가중치 감쇠율 1e-6, 배치 크기 

40으로 각 훈련 데이터를 20회 반복 훈련하였다. 

다중작업학습 적용 시 두 손실 함수의 균형을 위한 

파라미터 alpha의 값은 실험을 통해 0.6으로 결정하

였다.

모델의 감정인식 성능은 가중정확도, 비가중정확

도의 두 가지 지표로 평가하였다. 가중정확도는 모

든 데이터에 대해 정확히 분류한 비율을 계산하는 

반면, 비가중정확도의 경우 각 범주의 데이터에 대

한 정확도를 각각 계산한 뒤 이를 평균하여 구한다. 

IEMOCAP 데이터는 각 감정 범주의 데이터 양에 불

균형이 존재하므로, 특정 범주에 치우쳐서 분류하지 

않는지 확인하고자 두 지표에 대한 성능을 모두 살

펴보았다.

4.3 실험 결과

Table 1에 IEMOCAP 데이터에 대한 감정인식 실험 

결과를 정리하였다. 우선 트랜스포머의 경우 전이학

습, 즉 사전학습 없이 감정인식 모델로 훈련하는 경

우 베이스라인인 CNN-BLSTM-SA 모델보다 나쁜 결

과를 보여주었다. 이는 약 10 h 분량의 IEMOCAP 데

이터로는 트랜스포머 모델의 파라미터들을 모두 훈

련하기에 부족하기 때문인 것으로 판단된다.

CTC 손실함수를 통해 ASR 사전훈련된 모델에 

IEMOCAP 데이터로 미세조정한 경우, 트랜스포머 

모델은 CNN-BLSTM-SA 모델의 성능 대비 가중정확

도 및 비가중정확도 측면에서 각각 15.5 % 및 13.5 % 

개선된 성능을 보여주었다. 이를 통해 ASR을 이용

한 전이학습이 음성감정인식 성능 개선에 크게 도움

이 되는 것을 확인할 수 있었다.

전이학습과 더불어 다중작업학습을 적용한 경우 

트랜스포머는 전이학습만 적용된 트랜스포머 모델 

대비 가중정확도 및 비가중정확도 관점에서 각각 

5.2 % 및  5.4 % 향상된 성능을 보여주었다. 이와 같은 

결과를 통해 전사된 텍스트를 직접 입력으로 사용하

지 않고, 다중작업학습을 통해 간접적으로 학습된 

문맥 정보만으로도 감정인식 성능을 향상시킬 수 있

음을 알 수 있었다.

V. 결  론

본 연구를 통해 트랜스포머 모델을 기반으로 전이

학습 및 다중작업학습을 적용하였을 때, 두 방법 모

두 적용되지 않은 경우 대비 평균 28.5 %의 감정인식 

성능 개선 효과를 확인할 수 있었다. 수행한 실험에

서는 서브워드 모델 생성 시 음성 인식을 위한 텍스

Table 1. Experimental results on IEMOCAP dataset. 

Weigted Accuracy (WA), UA (Unweighted Accuracy 

(UA), Transfer Learning (TL), Multi-Task Learning 

(MTL).

Model WA (%) UA (%)

CNN-BLSTM-SA 58.1 59.8

Transformer 55.2 55.5

Transformer (TL) 67.1 67.9

Transformer (TL+MTL) 70.6 71.6
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트만 사용하였으나, 감정 발화 텍스트를 포함시키면 

감정에 관련된 어휘들이 서브워드에 포함되어 추가

적인 성능 향상 효과를 기대할 수 있다. 제안한 방법

은 별도의 디코더가 필요 없는 단순한 모델 구조로 

전이학습을 적용할 수 있기 때문에, 동일한 모델을 

통해 다양한 사전학습 방법이 감정인식 성능에 미치

는 영향을 살펴볼 수 있을 것으로 기대된다. 추후 연

구를 통해 음성 신호를 입력으로 하는 여러 사전학

습 방법과 비교하여, 제안한 모델이 문맥에 대한 정

보를 어떻게 활용하는지 면밀히 살펴보고자 한다.
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