
I. 서  론

비정상 신호의 탐지는 사전 정의된 정상적 범주를 

벗어나는 신호를 검출하는 것으로 의료, 제조업 등 

다양한 분야에서 응용되고 있다.[1-3] 비정상 신호 탐

지에는 주로 Kernel Density Estimation(KDE), Principle 

Component Analysis(PCA)와 같은 확률 및 복원 모델

이 사용된다.[4,5] 확률 모델은 학습된 정상신호와 입

력된 신호의 확률분포 간 유사도를 계산하고, 복원 

모델은 입력 신호에 대한 복원오차를 계산하여 비정

상 신호를 탐지한다. 또한 정상신호들이 밀집되는 

특징공간을 탐색하는 단일 클래스 분류 모델이 비정

상 신호 탐지를 위해 연구되고 있으며, Support Vector 

Data Description(SVDD)와 One Class Support Vector 

순환신경망과 벡터 양자화를 이용한 비정상 소나 신호 탐지

Abnormal sonar signal detection using recurrent neural network 

and vector quantization

이기배,1 고건혁,1 이종현1†

(Kibae Lee,1 Guhn Hyeok Ko,1 and Chong Hyun Lee1†)

1제주대학교 해양시스템공학과

(Received July 3, 2023; revised September 14, 2023; accepted October 16, 2023)

초    록: 수동소나 신호에는 정상신호와 비정상 신호가 같이 존재하는 경우가 대부분이다. 정상신호와 혼재된 비정상 

신호는 주로 정상신호만을 학습하는 오토인코더를 이용하여 탐지된다. 하지만 기존의 오토인코더는 혼재된 신호로부

터 왜곡된 정상신호를 복원하므로 부정확한 탐지를 수행할 수 있다. 이러한 한계를 개선하고자, 본 논문에서는 순환신

경망과 벡터 양자화 기반의 비정상 신호 탐지 모델을 제안한다. 제안된 모델은 학습된 잠재벡터들을 대표하는 코드 북

을 생성하고, 제안된 코드벡터의 탐색을 통해 보다 정확하게 비정상 신호를 탐지한다. 공개된 수중 음향 데이터를 이용

한 실험에서 제안된 기법이 적용된 오토인코더와 변이형 오토인코더는 기존 모델에 비해 최소 2.4 % 향상된 탐지 성능

과 최소 9.2 % 높은 비정상 신호 추출 성능을 보였다.
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ABSTRACT: Passive sonar signals mainly contain both normal and abnormal signals. The abnormal signals 

mixed with normal signals are primarily detected using an AutoEncoder (AE) that learns only normal signals. 

However, existing AEs may perform inaccurate detection by reconstructing distorted normal signals from mixed 

signal. To address these limitations, we propose an abnormal signal detection model based on a Recurrent Neural 

Network (RNN) and vector quantization. The proposed model generates a codebook representing the learned 

latent vectors and detects abnormal signals more accurately through the proposed search process of code vectors. 

In experiments using publicly available underwater acoustic data, the AE and Variational AutoEncoder (VAE) 

using the proposed method showed at least a 2.4 % improvement in the detection performance and at least a 9.2 % 

improvement in the extraction performance for abnormal signals than the existing models.
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Machine(OC-SVM)가 포함된다.[6,7]

최근에는 얕은 학습의 고차원 데이터에 대한 한계

를 극복하고자 심층학습 모델의 연구가 수행되고 있

다. 비정상 신호 탐지를 위한 대표적인 심층학습 모

델에는 Deep SVDD와 오토인코더(AutoEncoder, AE)

가 있다. Deep SVDD는 심층학습을 통해 형성된 잠재

공간에서 정상신호들을 포함하는 최소 크기의 구 경

계를 탐색한다.[8-10] 하지만 Deep SVDD는 탐지 결과

에 대한 해석이 용이하지 않아 응용 분야가 제한된

다. 반면에, 오토인코더는 입력 신호와 복원된 정상

신호 간 차이를 계산하여 해석 가능한 탐지 결과를 

제공한다.[11] 이러한 이유로 오토인코더는 고장 진

단, 감시 체계 등 탐지 결과의 해석이 요구되는 분야

에서 활발히 응용되고 있다.[12,13]

비정상 음향 신호 탐지에는 시계열 특징을 학습하

는 순환신경망(Recurrent Neural Network, RNN) 기반 

오토인코더가 사용된다.[14-17] 오토인코더는 정상신

호의 시계열 특징을 학습하여 복원 오차 기반의 비

정상 신호 탐지를 수행한다. 하지만 오토인코더는 

입력된 신호가 학습된 매니폴드를 벗어나는 경우에 

왜곡된 복원 결과를 출력한다.[18,19] 따라서 정상과 비

정상 신호가 혼재되면 정상신호가 복원되지 못하여 

해석 가능한 탐지에 한계를 갖는다. 또한 작은 세기

의 비정상 신호가 혼재되면 정상신호의 일부 특징으

로 인지되어 탐지성능의 저하를 야기한다.

유사하게, 영상처리 분야에서 오토인코더는 입력 

영상과 학습된 영상 간의 미세한 차이로 인해 왜곡

된 복원 결과를 출력한다.[19] 이러한 문제를 해결하

고자 입력 영상에 대한 잠재벡터를 학습된 잠재공간

으로 이동시키는 벡터 양자화 연구가 수행되고 있으

며, 생성 모델에서 우수한 성과를 보이고 있다.[19,20]

수동소나에서 비정상 신호는 정상신호에 혼재되

어 탐지에 어려움을 야기한다. 특히 군사적 위험요

소들은 스텔스 기능에 의해 소음을 거의 유발하지 

않아 탐지에 한계를 갖는다.[21] 이러한 이유로 음탐

사의 판단을 보조할 수 있는 심층학습 모델의 연구

가 활발히 수행되고 있다.[22,23] 하지만 탐지 결과만을 

제공하는 기존 모델들은 오히려 음탐사의 판단에 혼

동을 야기할 수 있다. 따라서 본 논문에서는 비정상 

신호의 탐지와 추출을 동시에 수행하는 벡터 양자화

기반의 오토인코더를 제안한다. 제안하는 모델은 순

환신경망을 이용하여 정상신호에 대한 잠재공간을 

학습한다. 이후 학습된 잠재벡터들을 이용하여 정상

신호의 매니폴드를 대표하는 코드 북을 생성하고, 

코드벡터 탐색을 통해 비정상 신호를 탐지한다. 본 

논문에서는 공개된 수중 음향 데이터를 이용하여 제

안된 알고리즘의 비정상 소나 신호 탐지 성능을 평

가한다. 또한 입력 신호와 복원된 정상신호 간 차이

로 추출된 비정상 신호를 분석한다.

II. 비정상 소나 신호 탐지 

2.1 정상 및 비정상 신호

수동소나에서 비정상 신호는 정상신호에 혼재되

어 출현한다. 따라서 시간 에 따른 수동소나의 수신

신호 는 정상과 비정상 상황에 따라 Eq. (1)과 같

이 표현된다.

      
    

, (1)

여기서 는 정상신호, 는 비정상 신호를 의미

하며, 는 정상과 비정상 신호 외의 잡음을 나타

낸다. 또한 가 0이면 정상 상황, 1이면 비정상 상

황을 의미한다.

수중 음향 환경에서 는 수동소나의 주 표적신

호인 선박신호, 는 기상 상황에 의해 발생되는 

배경소음으로 정의할 수 있다. 또한 는 능동 소

나, 어뢰 발사음 등 희소 사건에 의해 발생하는 신호

로 정의된다. 선박신호는 엔진 및 기타 장비에 의한 

기계소음, 프로펠러의 공동현상에 의한 공동소음, 

유체와의 마찰에 의한 유체소음으로 구성된다.[24] 이

러한 선박신호는 기계소음에 의한 협대역 고조파 신

호 특성과 공동 및 유체소음에 의한 광대역 신호 특

성을 동시에 나타낸다. 또한 수중 배경소음은 바람

에 의해 해수면에서 발생되는 소음으로 저주파에서 

소음준위가 높은 유색잡음 특성을 갖는다.[25]

2.2 모델 학습 및 코드 북 생성

제안하는 비정상 신호 탐지 모델은 Fig. 1과 같이 
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순환신경망 인코더와 디코더로 구성된다. 인코더는 

시간-주파수 특징 ∈×를 구성하는 시간에 따

른 특징벡터  를 순차적으로 입력받는다. 여기서 

는 주파수 빈 개수, 는 시간 샘플 개수를 의미하며, 

    ⋯이다. 디코더는 시간에 따른 잠재벡

터  를 입력받아 복원된 특징벡터  을 출력한다.

이러한 모델은 학습 방법에 따라 오토인코더와 변

이형 오토인코더(Variational AutoEncoder, VAE)로 구

분된다. 오토인코더의 학습을 위한 손실함수는 복원 

오차를 최소화하는 동시에  가 잠재공간의 중심 

에 밀집하도록 Eq. (2)와 같이 정의된다.

ℒ 




  



∥   ∥


∥  ∥



              




 



 
 ∈  ⋯, (2)

여기서 는  시점에서 사전 학습된 잠재공간의 중

심으로 계산되며,[2,9]  
은 번째 학습 데이터에 대

한  시점의 잠재벡터, 은 학습되는 데이터 개수를 

의미한다.

변이형 오토인코더는 복원 성능의 학습과 동시에 

사전 확률 분포 를 기준으로 잠재공간을 형성한

다.[26] 변이형 오토인코더의 학습을 위한 손실함수는 

Eq. (3)과 같이 시간에 따른 복원 오차, 사후 확률 분

포   와  간 유사도의 합으로 정의된다.

ℒ 




  



∥   ∥




                           

   , (3)

여기서 

∙은 Kullback-Leibler(KL) divergence 연

산을 의미하며,  는 평균이 0이고 표준편차가 1

인 정규분포로 결정된다.

학습 이후에 학습된 잠재벡터들을 대표하는 벡터 

집합인 코드 북  ⋯
을 생성한다. 시점

의 코드 북       ⋯ 는 개의 코드벡

터  , ∈  ⋯를 열 방향으로 구성한다. 여

기서 ≥이며,  와 는 다음의 절차로 결정된

다. 먼저, 잠재공간에서 와 잠재벡터들 간 거리의 

합  를 Eq. (4)와 같이 계산한다.

  
 



∥ 
 ∥


. (4)

이후 를 2부터 점진적으로 증가시키면서  평균 

군집화를 수행한다. 군집화 과정에서 획득된 개의 

중심벡터와 클래스 내 잠재벡터들 간의 거리 합 

를 Eq. (5)와 같이 계산한다.

 





 
 
∈ 

∥ 
  ∥


, (5)

여기서  는 번째 중심벡터로 갱신되며,  는 군

집화 과정에서 형성된 번째 클래스를 의미한다. 끝

으로, Eq. (6)과 같이 와  의 비로 계산되는 

가 사전 정의된 임계값 보다 낮게 수렴하면, 

 의 갱신을 중단하고 코드 북을 생성한다.

    . (6)

는 0에서 1 사이의 값으로 설정되며, 가 작을수록 

는 크게 결정된다.

Fig. 1. (Color available online) Procedure of model 

training and codebook generation.
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2.3 코드벡터 탐색을 통한 비정상 신호 탐지

Fig. 2와 같이 잠재벡터를 코드 북 내 탐색된 코드

벡터로 대체하여 복원하는 비정상 신호 탐지 기법을 

제안한다. 인코더는 특징벡터  ⋯
를 잠

재벡터    ⋯
로 변환한다.    ⋯



는 제안하는 코드벡터 탐색 절차에 의해 선택된 코

드벡터로 대체된다. 먼저, 를 구성하는 코드벡터

들 간 최대 거리 를 Eq. (7)과 같이 계산한다.

 
max
  ∥   ∥

   ∈  ⋯, (7)

여기서 와 는 를 구성하는 코드벡터들의 인덱스

를 의미한다. 이후 Eq. (8)과 같이  와 코드벡터들 간

의 최소 거리 를 계산한다.

 
min
 ∥  

 ∥


. (8)

코드벡터 탐색에 의해 사상되는 벡터  은  ≤

의 조건이 만족되는 경우에 Eq. (9)와 같이 결정된다.

       
argmin

 ∥   ∥


  ≤. (9)

반면에  의 조건에서  은 Eqs. (10)과 (11)과 같

이 결정된다.

  


  
. (10)

       
argmin

 ∥   ∥


  , (11)

여기서  는 과거 및 미래 시점의 잠재벡터  와 

 에 의해 추정된 벡터이며, 는  ≤의 조

건을 만족하는 가장 작은 양의 정수로 정의된다. Fig. 

2에서는 가 2인 시점에서  의 조건을 갖는 경

우의 코드벡터 탐색 과정을 예시로 보여준다. 끝으

로, 제안된 모델의 디코더는    ⋯
을 입력

받아 복원된 특징벡터 
 ⋯

을 출력한다.

오토인코더의 비정상 지수 는 Eq. (12)와 같이 시

간에 따른 복원 오차의 평균으로 계산된다.

 




  



∥  ∥


. (12)

변이형 오토인코더의 경우 
 ⋯

에 대한 

사후 확률 분포   와 의 KL divergence를 

함께 사용하여 Eq. (13)과 같이 를 계산한다.

 




  



∥  ∥


  

                      

   . (13)

는 신호의 비정상적 정도를 나타내며 0에 근접할

수록 정상으로 판별된다.

III. 실험 및 결과

3.1 데이터 구성

공개된 수중 음향 데이터를 사용하여 정상과 비정

상 상황의 수동소나 신호를 모의하고 제안된 알고
Fig. 2. (Color available online) Procedure of abnormal 

signal detection and example of code vector search.
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리즘을 평가한다. 수동소나 신호는 2.1절에 기술한 

정상 및 비정상 상황에 근거하여 ShipEar database[27]

의 선종에 따른 선박신호를 정상신호로 사용하고, 

DOSITS audio gallery[28]에 전시된 해저지진, 능동 소

나, 어뢰 발사음 신호를 비정상 신호로 사용하여 모

의된다. 여기서 정상신호에는 ShipEar database에서 

충분한 학습 데이터 확보가 가능한 8종의 선박신호

가 사용된다. ShipEar database는 실제 수중 환경에서 

측정된 데이터들로 구성되므로 각각의 선박신호에

는 수중 배경소음이 포함된다.

비정상 상황의 수동소나 신호는 10 s 길이의 정상

신호에 최소 1 s에서 최대 8 s 동안 지속되는 비정상 

신호를 특정 시간 구간에 혼합하여 모의된다. 여기

서 비정상 신호는 전압의 실효값을 기준으로 정상신

호 대비 0.2에서 1의 비율로 조정되어 서론에 기술한 

바와 같이 정상신호와 유사하거나 낮은 세기를 갖는

다. Fig. 3은 비정상 신호가 0.6 비율로 혼합된 대표적

인 스펙트로그램을 보여준다.

Table 1은 학습 및 평가에 사용되는 모의 신호의 데

이터 구성을 보여준다. 수동소나의 정상신호들은 선

박신호를 90 % 오버랩하여 10 s 길이로 생성된다. 각 

선종 별 학습 데이터는 무작위로 160개가 선택되고, 

평가 데이터는 학습 데이터와 신호가 중첩되지 않도

록 40개가 선택된다. 비정상 상황의 수동소나 신호

는 정상신호를 선종 별로 40개 선택하고 비정상 신

호와 혼합하여 생성된다. 따라서 학습 데이터는 총 

1,280개의 정상신호로 구성되며, 평가 데이터는 각

각 320개의 정상신호와 혼합신호로 구성된다. 여기

서 혼합신호는 0.2, 0.4, 0.6, 0.8, 1의 비율로 비정상 신

호의 세기를 조정하여 모의되며, 혼합비 별로 각각 

320개의 신호가 생성된다.

학습 및 평가 데이터는 8,789 Hz 표본화율을 가지

며, 단시간 푸리에 변환을 통해 스펙트로그램으로 

변환된다. 스펙트로그램은 10 s 길이의 신호에 0.1 s 

단위 시간 윈도우와 50 % 오버랩을 적용한 총 198번

의 단시간 푸리에 변환으로 생성된다. 변환 과정에

서 단시간 푸리에 변환을 통해 표현되는 주파수 간

격은 17 Hz로 설정된다. 이와 같이 생성된 256 × 198

(×) 크기의 스펙트로그램은 최소-최대 정규화 

과정 거쳐 오토인코더 모델에 입력된다.

3.2 탐지 모델 구현 및 평가

제안하는 알고리즘의 평가를 위해 벡터 양자화 

과정을 포함하는 순환신경망 기반 오토인코더 및 변

이형 오토인코더를 구현한다. 오토인코더는 병목을 

갖는 대칭구조의 인코더와 디코더로 구성되며, 각 

층의 순환신경망은 25개의 게이트 순환 유닛(Gate 

Recurrent Unit, GRU)으로 구성된다. 인코더는 층에 

따라 256, 128, 128, 128, 64, 64, 64, 32, 32, 32 길이의 특

Fig. 3. (Color available online) Spectrograms of normal, 

abnormal and mixed signals. (a) Sail boat and active 

sonar, (b) passenger and torpedo.

Table 1. Underwater acoustic dataset for experiments.

Data type
Train data Test data

(Normal) (Normal) (Mix)

Dredger 160 40 40

Fishing boat 160 40 40

Motor boat 160 40 40

Mussel boat 160 40 40

Ocean liner 160 40 40

Passanger 160 40 40

RORO ship 160 40 40

Sail boat 160 40 40

Total 1280 320 320
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징벡터를 출력하며, 디코더는 인코더와 대칭되어 특

징벡터를 전달한다. 인코더와 디코더 사이의 병목은 

인코더에서 출력되는 특징벡터를 입력받아 16길이

의 특징벡터를 출력한다. 이후 코드벡터 탐색을 통

해 대체된 코드벡터를 디코더에 전달한다. 변이형 

오토인코더는 오토인코더와 동일한 구조를 가지며, 

병목에서 출력된 32 길이의 특징벡터는 16길이로 샘

플링된다. 추가적으로, 코드 북 생성 과정에서 는 

탐지 성능이 수렴하는 0.1로 설정된다.

기존의 비정상 신호 탐지 모델들의 학습 및 평가 

방법과 유사하게, 본 논문에서는 10 s 단위로 정상 및 

비정상 상황이 표기된 데이터를 이용하여 구현된 모

델을 학습 및 평가한다.[24] 구현된 모델은 약 1.3 s 길

이에 해당되는 25개 특징벡터를 순차적으로 처리한

다. 따라서 10 s 길이의 데이터를 구성하는 198개의 

특징벡터는 구현된 모델에 의해 173번 처리된다. 결

과적으로 모델의 학습에는 256 × 25 크기의 스펙트

로그램이 총 221,440개 사용된다. 비정상 신호의 탐

지 성능은 10 s 데이터에 대한   값의 평균으로 계산

되는 Area Under the receiver operating characteristic 

Curve(AUC)로 평가된다.[29] 또한 실제 비정상 신호

와 추출된 비정상 신호의 스펙트로그램 간 mean 

Intersection over Union(mIoU)를 계산하여 비정상 신

호의 추출 성능을 평가한다.[30] mIoU는 스펙트로그

램 상의 실제 신호와 추출된 신호의 합집합 영역과 

교집합 영역의 비로 계산된다. 신호의 영역 계산을 

위한 임계값은 실제 비정상 신호에 대한 스펙트로그

램의 최솟값으로 설정된다.

성능 비교를 위해 기존의 예측, 보간, 복원 모델을 

함께 구현한다. 예측 모델은 25개의 특징벡터 중 25

번째 특징벡터를 제외한 24개의 특징벡터를 입력받

고 25번째 특징벡터에 대한 예측 결과를 출력한

다.[14,15] 예측 모델에서 는 Eqs. (12)와 (13)의 복원 오

차를 25번째 특징벡터에 대한 실제 값과 예측 값의 

차이로 대체하여 계산된다.[14,15] 보간 모델은 25개의 

특징벡터 중 13번째 특징벡터를 제외한 24개의 특징

벡터를 입력받고 13번째 특징벡터에 대한 보간 결과

를 출력한다.[15] 예측 모델과 유사하게, 보간 모델에

서 는 Eqs. (12)와 (13)의 복원 오차를 13번째 특징벡

터에 대한 실제 값과 보간 값의 차이로 대체하여 계

산된다.[15] 예측 및 보간 모델은 입력 시퀀스의 개수

가 24개로 변경되고 디코더에서 24번째 셀의 특징벡

터만을 출력한다. 복원 모델은 코드벡터 탐색 과정

을 제외하여 앞서 구현된 모델과 동일하게 구현되

며, 는 Eqs. (12)와 (13)과 같이 계산된다.

모든 모델들은 32 배치 크기와 1e-4 학습률의 Adam 

optimizer로 학습되며, 에폭은 5,000으로 설정된다. 학

습과 평가에는 ‘NVIDIA GeForce GTX 1070’ Graphical 

Processing Unit(GPU)이 사용된다. 또한 2.8 GHz 속도

의 ‘Intel(R) Core(TM) i5-8400’ 중앙 처리 장치와 16 

GB 용량의 Random Access Memory(RAM)이 연산을 

위해 사용된다.

3.3 비정상 신호 탐지 결과

모델의 학습 이후 코드 북 생성을 위해 설정되는 

를 0.3부터 0.05까지 감소시키면서 제안하는 모델의 

성능을 평가한다. Fig. 4(a)는 오토인코더와 변이형 

오토인코더의 모든 혼합비에 대한 평균 AUC를 보여

주며, (b)는 학습되는 시간 프레임 개수 대비 의 비

를 보여준다. (a)에서 오토인코더와 변이형 오토인

코더의 평균 AUC는 모두 가 0.1 이하에서 85.2 %와 

87.1 %로 수렴된다. 또한 (b)에서 오토인코더와 변이

형 오토인코더의 는 2.1 %와 0.8 %로 수렴한다. 여

기서 학습되는 시간 프레임 개수는 총 253,440개이

며, 오토인코더와 변이형 오토인코더는 가 0.1인 경

Fig. 4. (Color available online) (a) Average AUCs 

and (b) ratio of  to the number of trained time 

frames.
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우에 각각 5,375개와 2,225개의 코드벡터를 생성한다.

Table 2는 모델 별 학습 및 코드 북 생성에 소요되

는 평균 시간을 보여준다. 제안하는 모델은 기존 모

델들과 달리 코드 북 생성 절차가 요구된다. Table 2

에서 제안된 오토인코더와 변이형 오토인코더는 

코드 북 생성을 위해 학습 시간 대비 각각 13.5 %와 

11.2 %의 시간을 추가적으로 소요한다. 또한 제안된 

모델들은 10 s 길이의 데이터 처리에 단지 23.1e-7 s와 

19.4e-7 s의 시간을 소요한다.

Table 3는 비정상 신호의 혼합비에 따른 모델 별 탐

지 성능을 10회 평균한 AUC로 보여준다. 혼합비가 

0.8 이상인 경우 보간 모델의 오토인코더가 가장 우

수한 성능을 보이며, 제안된 변이형 오토인코더와 

비교하여 0.4에서 1 % 높은 AUC를 갖는다. 반면에, 

혼합비가 0.6 이하인 경우 제안된 변이형 오토인코

더는 기존 모델에 비해 최소 3.8 % 높은 성능을 보여

준다. 결과적으로, 제안하는 변이형 오토인코더는 

모든 혼합비에서 기존 모델 대비 최소 2.4 % 높은 성

능을 갖는다.

기존 모델들이 변이형 오토인코더의 사용으로 저

하된 탐지 성능을 보인 것과 다르게, 제안하는 모델

은 변이형 오토인코더에서 평균 1.94 % 향상된 성능

을 나타낸다. 이는 변이형 오토인코더에서 추정된 

확률 분포 간 유사도 지수가 탐지 성능을 향상시키

며, 확률적으로 형성된 잠재공간에서의 코드벡터 탐

색 과정이 복원 성능을 개선함을 의미한다.

Table 4는 추출된 비정상 신호의 스펙트로그램에 

대한 mIoU 평가 결과를 10회 평균하여 보여준다. 제

안된 모델들은 모든 혼합비에서 기존 모델들보다 우

수한 추출 성능을 나타낸다. 특히 제안된 변이형 오

토인코더는 기존 모델들에 비해 최소 9.2 % 높은 

mIoU를 가지며, 오토인코더보다 1.2 % 높은 성능을 

보인다. Figs. 5와 6은 Fig. 3(a), (b)의 혼합 신호에 대해 

Table 2. Average time for model training and code-

book generation.

Detection model Train (s) Codebook (s)

Prediction models
AE 1,350 -

VAE 1,552 -

Interpolation models
AE 1,348 -

VAE 1,553 -

Reconstruction models
AE 1,357 -

VAE 1,564 -

Proposed models
AE 1,362 184

VAE 1,561 175

Table 3. Average AUCs in % according to mixing ratio of abnormal signals to normal signals.

Mixing ratio
Prediction models Interpolation models Reconstruction models Proposed models

AE VAE AE VAE AE VAE AE VAE

0.2 75.5 75.4 76.6 75.2 74.1 72.2 78.6 81.4

0.4 80.0 79.8 81.6 80.4 78.3 78.0 83.5 86.5

0.6 83.6 83.3 84.8 84.1 84.4 83.2 86.4 88.6

0.8 89.1 88.7 89.4 86.9 87.7 86.5 88.3 89.0

1.0 90.4 89.5 91.2 90.1 90.1 88.7 89.5 90.2

Average 83.7 83.3 84.7 83.3 82.9 81.7 85.2 87.1

Table 4. Average mIoUs in % according to mixing ratio of abnormal signals to normal signals.

Mixing ratio
Prediction models Interpolation models Reconstruction models Proposed models

AE VAE AE VAE AE VAE AE VAE

0.2 2.8 2.6 3.1 2.7 2.9 1.4 5.1 6.7

0.4 6.0 5.4 7.9 6.9 6.8 6.7 12.8 14.3

0.6 9.1 8.0 10.3 8.2 10.0 8.1 19.0 19.8

0.8 15.8 13.8 16.8 15.0 17.0 14.9 27.4 28.8

1.0 16.5 14.5 17.5 15.7 17.9 16.4 30.6 31.0

Average 10.0 8.8 11.1 9.7 10.9 9.5 18.9 20.1
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기존 오토인코더와 제안된 변이형 오토인코더의 정

상신호 복원 및 비정상 신호 추출 결과를 보여준다.

Fig. 7(a)와 (b)는 3 s에서 5 s 구간과 6 s에서 8 s 구간

에 0.4와 0.8 혼합비로 모의된 혼합 신호와 비정상 신

호의 스펙트로그램을 보여주며, (c)와 (d)는 최소-최

대 스케일링 정규화에 의해 0에서 1의 값으로 표현

된 기존 및 제안된 모델의 비정상 지수를 보여준다. 

(a)와 (b)에서 비정상 신호는 선박신호의 협대역 주

파수와 일치되어 어려운 탐지 상황을 모의한다.

Fig. 7(c)에서 예측 모델의 오토인코더는 과거 시점

의 특징벡터들을 이용하여 현재 시점의 특징벡터를 

예측하므로, 약 5 s에서 6 s 구간의 비정상 지수가 높게 

유지됨을 확인할 수 있다. 반면에, 보간 모델의 오토

인코더는 과거와 미래 시점의 특징벡터들을 함께 사

용하여 약 5 s에서 6 s 구간의 비정상 지수를 예측 모델

에 비해 감소시킨다. 하지만 정상신호의 특성 변화에 

민감하여 예측 모델에 비해 빈번한 오류를 유발할 수 

있다. 또한 복원 모델의 오토인코더는 혼재된 비정상 

신호에 의한 왜곡된 복원 결과로 인해, 시간에 따른 

비정상 지수의 잦은 변동을 갖는다. 결과적으로, 기존

의 모델들은 시간에 따른 신호 탐지 성능에 한계를 나

타낸다. 반면에, (d)에서 제안하는 오토인코더는 기존 

모델들과 비교하여 시간에 따라 보다 정확한 비정상 

지수를 도출하여 오경보를 감소시킬 수 있다. 또한 변

Fig. 5. (Color available online) Spectrograms of re-

constructed and extracted signals for sail boat and 

active sonar. (a) Prediction model, (b) interpolation 

model, (c) reconstruction model, (d) proposed model.

Fig. 6. (Color available online) Spectrograms of re-

constructed and extracted signals for passenger 

and torpedo. (a) Prediction model, (b) interpolation 

model, (c) reconstruction model, (d) proposed model.
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이형 오토인코더는 비정상 신호가 없는 구간에서 더

욱 낮은 비정상 지수를 나타내어 오토인코더의 정상

신호에 대한 탐지 오류를 개선할 수 있다.

IV. 결  론

수중 감시체계에서는 자국 선박 및 항만의 안전을 

위해 희소사건에 대한 신속하고 정확한 대응이 요구

된다. 이러한 이유로 수동소나 기반의 해석 가능한 

비정상 신호 탐지 기술이 요구되고 있다. 수동소나

의 비정상 신호는 정상신호로 학습된 오토인코더의 

복원 오차를 기반으로 탐지될 수 있다. 하지만 기존

의 오토인코더 모델은 정상과 비정상 신호가 혼재된 

경우에 왜곡된 정상신호의 복원 결과를 출력하여 탐

지 결과의 해석에 한계를 갖는다. 이러한 한계를 개

선하고자, 본 논문에서는 순환신경망과 벡터 양자화

를 이용한 비정상 신호 탐지 알고리즘을 제안하였

다. 제안하는 알고리즘은 잠재공간에서 정상신호의 

매니폴드를 대표하는 코드 북을 생성하고, 잠재벡터

를 코드 북의 매니폴드로 이동시켜서 복원된 신호의 

오차를 계산한다. 공개된 수중음향 데이터를 이용한 

실험에서 제안된 모델은 코드 북 생성을 위해 학습 

시간 대비 11.2 %의 시간을 추가로 소요하지만, 기존 

모델 대비 최소 2.4 % 향상된 탐지 성능과 최소 9.2 % 

높은 비정상 신호 추출 성능을 보였다.

제안하는 알고리즘은 수중 감시체계뿐만 아니라 

탐지 결과의 해석이 요구되는 의료 진단, 고장 진단 

등에도 활용될 수 있을 것이라 기대된다. 또한 향후 

수동소나 시스템 적용을 위해 다양한 표적신호와 해

상 상황에 따른 실험적 검증과 알고리즘 경량화를 

위한 연구가 요구된다.
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